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۱) مقدمه 
۲) روش بیزی و تکراری مبتنی بر مفهوم کلاسیک احتمال

۳)‌ بیشینه سازی تابع درست نمایی 
۴) بررسی میزان کیفیت مدل در مقایسه با داده ها 

۵)‌ تراز تطابق
۶)‌ رهیافت هایی برای یافتن بیشینه مطلق تابع درست نمایی

-MCMC
-HMC
- Gradian

تحلیل خطاها قبل از انجام آزمایش) ۷) آنالیز فیشر (‌
۸)‌ جمع بندی
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مراحل مدل کردن داده ها

( Measurment ) (مستقیم یا شبیه سازی ) ۱) اندازه گیری

 Error) ۲) برآورد خطا و ارزیابی انتشار خطا بر روی کمیت های ثانویه

(estimation and error propagation


۳) تدوین مدل با توجه به تابع مناسب 

(model selection) (Merit function)

۴) انتخاب بینش تعیین مقادیر آزاد مدل


(Bayesian or Frequentist) 
۵) استفاده از روشهای تعیین مقادیر کمیت های آزاد مدل و البته حوزه 


اعتبار آنها

(Parameter estimation and confidence interval)

Goodness of fit ۶) تعیین خوبی مدل
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تعیین مقدار برای کمیتهای آزاد

 Bayesian رهیافت 

۱) در این روش داده ها و نتایج 

بخشی از یک آنسامبل هستند

۲) کمیت های آزاد مدل مجهول  هستند 
که ما تنها به صورت احتمالی می 

توانیم مقدار آنها را تعیین کنیم

۳) هر گونه اطلاعات اولیه در این 

رهیافت قابل استفاده هستند 

۴) سازوکاری برای رهایی از کمیتهای 
اضافی (Nuisance) دارد 


Frequentist رهیافت
۱) در این روش داده ها و نتایج 

ریزحالت یک پیکربندی به حساب می 

آیند و داده ها تکرار پذیرند

۲) کمیت های مدل مجهول ولی ثابت 

هستند

۳) هیچ گونه اطلاعی از مدل مورد 

استفاده نیست

۴) سازوکاری برای رهایی از 
کمیتهای اضافی (Nuisance) ندارد 
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A history about Bayesian 
strategy

By Thomas Bayes (1702-1761)


Pierre Simon Laplace (1812)


Fisher, Neyman, Wald,...


Gelfand and Smith (1990)


Now
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منطق قیاسی
Deductive logic: Frequentist

منطق استقرایی
Inductive logic: Bayesian

 مقادیر ممکنمشاهدات
 برای پارامترهای

مدل
 مقدار ثابت
برای مدل

مشاهدات
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مشاهده مبتنی بر واقعیت های شناخته شده 
که در کنار هم قرار می گیرند و نهایتا به 

نتیجه می رسند. انسانها فانی هستند سقراط 
انسان است لذا سقراط فانی است

مشاهده رفتار تک تک اجزا منجر 
به قانون کلی می شود. تمام 

انسانهای مشاهده شده فانی 
بودند در نتیجه انسان فانی است
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 frequentist بر اساس نگرش
برای مثال ۹۰ درصد 

 x مشاهدات به مقدار ثابت
منجر شده است

بر اساس نگرش Bayesian با 
احتمال ۹۰ درصد مقدار دقیق 
کمیت x دراین بازه قرار می گیرد
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D : {xi , yi} i = 1,...,N

Θ : {θ j} j = 1,...,M → Y (x,Θ) = θ j f j (x)
j=1

M

∑

p(Θ | D)

p(D |Θ)

p(Θ)

Bayesian approach

 برای مثال
یک مدل

مشاهدات: داده ها

احتمال یافتن مدل به شرطی که داده ها به دست آمده باشند. با چه احتمالی 
Posterior مشاهدات به مدل منجر میشود

احتمال به دست آمدن مشاهدات به شرطی که مدل مشخص باشد. مدل مشخص با 
Likelihood .چه احتمالی مشاهدات را به دست می دهد

هر گونه اطلاعات اولیه در مورد مقادیر کمیتهای  مدل  در این تابع توزیع وجود دارد. 
Prior
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p(Θ | D) = p(Θ,D)
p(D)

=
p(D,Θ)
p(D)

=
p(D |Θ)p(Θ)

p(D)

p(D) = dΘ p(D,Θ) =∫ dΘ p(D |Θ)p(Θ)∫

p(Θ | D) = p(D |Θ)p(Θ)
dΘ p(D |Θ)p(Θ)∫

 در حالتی که اطلاعات اولیه ای برای کمیت های مدل نداشته باشیم
Posterior=Likelihood
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  اکنون به دنبال این هستیم که
Posterior 

 را بیشینه کنیم

  این رهیافت دقیقاً معادل یافتن
Best value for free parameters
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Posterior بیشینه سازی تابع

 

D : {xi , yi} i = 1,...,N

Θ : {θ j} Y (x;{Θ}) = θk fk (x)
k=1

M

∑

p(Θ | D) = p(D |Θ)p(Θ)
dΘ p(D |Θ)p(Θ)∫

if p(Θ) = cts
p(Θ | D) : p(D |Θ)

p(D |Θ) ≡ Pi =
i=1

N

∏
1
2πσ i

2
exp −

yi −Y (xi;{Θ})[ ]2

2σ i
2

⎛

⎝
⎜

⎞

⎠
⎟

i=1

N

∏

χ 2 ({Θ}) ≡
yi −Y (xi;{Θ})[ ]2

σ i
2

i=1

N

∑ =

yi − θk fk (xi )
k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥

2

σ i
2

i=1

N

∑

p(D |Θ) : e−
χ2 ({Θ})

2

در صورتی که تابع prior وجود نداشته باشد در نتیجه تحلیل posterior به تحلیل 
Likelihood تبدیل می شود

بیشینه شدن Likelihood معادل با کمینه شدن chi^2 است

۱) با فرض اینکه اندازه گیری ها از یکدیگر 
مستقل باشند

۲) با توجه به قضیه حد مرکزی می توان در 
نظر گرفت که هر نقطه اندازه گیری حول مقدار 

بهینه اش به صورت گوسی توزیع شده است
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χ 2 ({Θ}) ≡
yi − θk fk (xi )

k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥

2

σ i
2

i=1

N

∑

bi ≡
yi
σ i

Aik ≡
fk (xi )
σ i

Min b − AΘ →ΘBest

Normal Equations
Singular Value Decomposition(SVD)
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برازش با یک تابع دلخواه 
Fitting function



برازش تابع با داده ها
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فرض مهم این این است که خطاها را در محاسبات یکسان فرض کرده ام 



گزارش خطا
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 (x,y)۱) خطای مربوط به 


که منتشر میشود

۲) خطای ذاتی آماری
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گزارش خطا
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گزارش خطا در برازش خطی
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Goodness of fit
کیفیت برازش



در نظر می گیریم که وضعیت بهینه موقعی است که درصورتی اندازه گیری را دوباره تکرار کنیم به مقدار 
chi^2 محتمل برسیم بنابراین علاقه مندیم که احتمال برابر با ۵۰ درصد باشد بنابراین نه احتمال کم نه 

احتمال زیاد (معادل داده سازی یا غلط بودن واریانسها) 

P(χ 2;ν)

χ 2χobs
2

 

P<Pobs : 2P
χ2 >χobs

2 = 2 P(χ 2;ν)dχ 2
χobs
2

+∞

∫ = Q −
ν − 2
2
, χ

2

2
⎛

⎝⎜
⎞

⎠⎟

ν = N − M  تابع بتای
ناکامل

20



یک قاعده سرانگشتی برای بررسی میزان تطابق مدل با اندازه گیری

 

P(χ 2;ν) = (χ
2 )

−
(ν −2)
2 exp(−χ 2 / 2)
2ν /2Γ(ν / 2)

for ν >> 1

P(χ 2;ν)→ PGaussian : exp [χ 2 −ν]2

2(2ν)
⎛

⎝⎜
⎞

⎠⎟

χ 2 = ν ± 2ν → χν
2 ≡

χ 2

ν
= 1± 2

ν
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 W.-M. Yao et al., Journal of Physics G 33, 1 (2006)
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 W.-M. Yao et al., Journal of Physics G 33, 1 (2006)
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محدویت توضیحات قبلی وقتی خواهد بود که تابع توزیع هر اندازه گیری 
گوسی نباشد بنابراین با تابع توزیع chi^2 مواجه نیستیم. نه اینکه نمی 
توانیم از chi^2 استفاده کنیم بلکه بحث در خصوص تابع توزیع است 
بنابراین باید ابتدا با کمک تبدیل تابع توزیع شکل تابع توزیع مانده را 

بدست آوریم و بعد مانند قبل به محاسبه بپردازیم
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 تراز تطابق
 (Confidence interval)

۱) دیدیم که اگر مشاهدات مستقل و حول مقدار بهینه کمیت های مدل به صورت گوسی 
توزیع شده باشند نهایتاً به کمیت chi^2 می رسیم. با کمینه کردن این کمیت تابع 

Likelihood بیشینه می شود. 
۲)‌ بیشینه شدن تابع درست نمایی معادل یافتن بهترین مقادیر برای پارامترهای آزاد 

مدل خواهد بود.

۳) حال سوال این است که در منطق بیزی چگونه می توان ناحیه ای را مشخص کرد که 
با احتمال مشخص مثلاً ۶۸ درصد بهترین مقادیر را برای پارامترهای آزاد مدل در آن 

ناحیه زندگی می کنند؟

 
P(D |Θ) : exp −

χ 2

2
⎛

⎝⎜
⎞

⎠⎟
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:Relative Likelihood ۴) اکنون کمیت جدیدی تعریف می کنیم به نام

Γ(D |Θ) ≡ P(D |Θ)
PMax (D |Θ*)

= exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟

log(P(D |Θ)) = log(P(D |Θ = ΘBest )) + (θk −θk
Best ) ∂ log(P(D |Θ))

∂θkk=1

M

∑

+
1
2

∂2 log(P(D |Θ))
∂θk∂θl

(θk −θk
Best )(θl −θl

Best ) +Ο(δΘ3) + ...
k ,l

M

∑

۵) از سویی دیگر از آنجا که به ازای مقدار بهینه کمیت های آزاد در مدل تابع  
Likelihood بیشینه می شود میتوان این تابع را بسط داد:
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Γ(D |Θ) = exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟ =

det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

Θ : {θk} k = 1,...,M
δΘ ≡ Θ −ΘBest

χmin
2 = χ 2 (Θ = ΘBest )

Γ(D |Θ) : exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

۶) جمله دوم سمت راست معادله بالا صفر است با صرف نظر کردن از جملات 
مرتبه بالاتر داریم:
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تعیین تراز تطابق با کمک تغییرات chi^2 به صورت عددی

 

Γ(D |Θ) = exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟ =

det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

Γ(D |θ1) = dθ2...dθMΓ(D |Θ)∫ : exp −
(θ −θBest )

2

2σθ
2

⎛

⎝⎜
⎞

⎠⎟

Δχ 2 = χ 2 (Θ) − χmin
2 =

(θ −θBest )
2

σθ
2

n(θ −θBest ) ≤ nσθ → Δχ 2 ≤ n2

Γ(D |θ1) = exp −
n2

2
⎛

⎝⎜
⎞

⎠⎟
→

n = 1→ Γ(D |θ1) = 0.606
n = 2→ Γ(D |θ1) = 0.135
⎧
⎨
⎩

دیدیم که می توان نوشت:

بنابراین اگر chi^2  مربوط به Marginalized Posterior  از مقدار کمینه اش به اندازه        تغییر کند ناحیه 
nσاحتمال             برای کمیت مورد نظر به دست می آید

n
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تراز تطابق در فضای M بُعدی
برای اینکار سوال میکنیم که تابع توزیع مربوط به chi^2 چگونه است؟ باز هم از تبدیل بین 

تابع توزیع ها استفاده می کنیم

 

Γ(D |Θ) = exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟ =

det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

: exp −
1
2

yi − f ({θi}, xi )
k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥

2

σ i
2

⎛

⎝

⎜
⎜
⎜
⎜

⎞

⎠

⎟
⎟
⎟
⎟

i=1

N

∑

⎛

⎝

⎜
⎜
⎜
⎜

⎞

⎠

⎟
⎟
⎟
⎟

D : {xi , yi} → i = 1,...,N
Θ : {θM } k = 1,...,M

if i = 1 → Δy = y − f ({θi}, x)
k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥ → χ 2 = Δy2

P(Δy)dΔy = P(χ 2 )dχ 2 → P(χ 2 ) = (χ
2 )−1/2 exp(−χ 2 / 2)

2π

68.3% = P(θ)dθ
σ−

σ +

∫ = P(χ 2 )dχ 2 → Δχ 2 = 1
χmin
2

χ2

∫ مانند قبل است
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Γ(D |Θ) = exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟ =

det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

: exp −
1
2

yi − f ({θi}, xi )
k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥

2

σ i
2

⎛

⎝

⎜
⎜
⎜
⎜

⎞

⎠

⎟
⎟
⎟
⎟

i=1

N

∑

⎛

⎝

⎜
⎜
⎜
⎜

⎞

⎠

⎟
⎟
⎟
⎟

D : {xi , yi} → i = 1,...,N
Θ : {θM } k = 1,...,M

P(Δy)dΔy = P(χ 2 )dχ 2 → P(χ 2;ν) = (χ
2 )

−
(ν −2)
2 exp(−χ 2 / 2)
2ν /2Γ(ν / 2)

68.3% = P(θ1,θ2 )dθ1dθ2σ2
−

σ2
+

∫σ1
−

σ1
+

∫ = P(χ 2;2)dχ 2 → Δχ 2 = 2.3
χmin
2

χ2

∫

به لحاظ محاسباتی باید پس از یافتن 
مقدار بهینه کمیت ها اجازه دهیم که 
کمیت ها از مقدار بهینه اشان تغییر 

کنند به طوری که  chi^2 از مقدار 
کمینه اش به اندازه مشخص شده 

جابجا شود در این وضعیت بیضی 
گون تراز تطابق در ۲ بُعد را به دست 

می آوریم
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B

∫
( π)ν/

(
det[α]−

) /
× exp{−

ν∑

i,j

δai.αij .δaj}dδa ...dδaν = P (
ν

,
∆χ

)

P (
ν

,
∆χ

) =
Γ(ν/ )

∫ ∆χ /

tν/ − e−tdt

P ν

∆χ B ∆χ

ν

B

M

∆χ ∆χ ∆χ ∆χ ∆χ ∆χ p%

. . . . . . . %

. . . . . . %

. . . . . . . %

. . . . . . %

. . . . . . . %

. . . . . . . %

χmin

M ν

χloc

∆χ = χloc − χmin . % . %

B
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θ2

θ1

θ3,θ4 ,θ5 = fixed
θ3,θ4 ,θ5 = free

32



یافتن مقادیر کمیت ها به صورت عددی

1) Grid search Methods
   - Deterministic approach
    - Markov chain Monte Carlo MCMC   
    - Hamiltonian Monte Carlo HMC 
2) Gradient Method
3) Expansion Method
.
.
.

33



در رهیافت تعینی با حرکت در فضای پارامتری و مقایسه 
تا جایی جلو می رویم تا تابع  Posterior بیشینه شود. 

برای فضای پارامتری در بُعد های کم توصیه می شود

34



MCMC
هدف یافتن دسته مقادیری که posterior را بیشینه می کنند

۱)  ابتدا از یک سری مقادیر 
دلخواه برای کمیت های مدل 

شروع می کنیم

۲) با توجه به ماتریس پیشنهادی 
جهشی به مقادیر جدید می کنیم

۳) برای تصمیم به اینکه این 
جهش مورد قبول باشد یا نه 
آزمون مربوطه بررسی میشود

۴) این فرایند تکرار می شود تا 
جواب همگرا شود

 

1)Θ0 : {θ0}
2) g(Θ0 →Θ)

3)η = min 1, P(Θ | D)g(Θ0 →Θ)
P(Θ0 | D)g(Θ→Θ0 )

⎡

⎣
⎢

⎤

⎦
⎥

4) u : Uniform[0,1]
5) If u ≤ η→Θ1 = Θ

else
Θ1 = Θ0

6) Iterate

 معمولاً گوسی انتخاب می شود. هر چه که واریانس
آن بزرگ باشد آهنگ پذیرش کمتر می شود
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در واقع در اینجا داریم داده هایی 
تولید می کنیم که دارای تابع توزیع 

Chi^2 هستند



A. Hajian, PRD (75),083525 (2007) 37



Hamiltonian MC (HMC)

در این روش با توجه به تعریف یک هامیلتونی مسیر حرکت بر روی انرژی ثابت انجام می گیرد.
این امر باعث می شود آهنگ پذیرش بالا رفته و مدت زمان محاسبات به طور قابل توجهی کاهش 

یابد.

برای این منظور یک انرژی پتانسیل و یک انرژی جنبشی تعریف می کنیم.

A. Hajian, PRD (75),083525 (2007) 38



Hamiltonian MC (HMC)

 

1) Θ0 : {θ0} ; u0 :N(u,0,1)[ ],

Η(Θ,u) =U(Θ) + K(u) U(Θ) = − lnP(Θ | D), K(u) = u
Tu
2

Γ(Θ | D;u) : exp −Η(Θ,u)( ) = P(Θ | D) × N(u,0,1)
2) Make a leapfrog move {Θ( j−1);u( j−1)}→ {Θ( j );u( j )}

3) {Θ*;u*} = {Θ(s);u(s)}

4)η = min 1,e Η(Θ,u )−Η(Θ* ,u* )( )⎡
⎣⎢

⎤
⎦⎥

5)α : Uniform[0,1]

6) If α ≤ η→
Θ1 = Θ

*

u = u*
⎧
⎨
⎪

⎩⎪

else
Θ1 = Θ0

7) Iterate A. Hajian, PRD (75),083525 (2007)39



θk

uk
شروع

s پرش قورباغه ای به تعداد
پذیرش

عدم پذیرش

 با انتخاب
 مقدار دیگری
 دوباره u برای
 شروع می

کنیم
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42

یا الگوریتم پرش قورباغه ای به صورت زیر 



chi^2 روش  حرکت مبتنی بر گرادیان

 

∇χ 2 =
∂χ 2

∂θkk=1

M

∑ θ̂k

∇χ 2( )k =
∂χ 2

∂θk
: χ 2 (θk + Δθk ) − χ

2 (θk )
Δθk

bk ≡
θk
Δθk

∂χ 2

∂bk
=
∂χ 2

∂θk
Δθk

γ i =

∂χ 2

∂bk
∂χ 2

∂bk

⎛

⎝⎜
⎞

⎠⎟k=1

M

∑

θk (i +1) = θk (i) − γ iΔθk

مولفه بردار یکه گرادیان

علامت منفی تضمین می کند که در جهتی حرکت کنیم که 
chi^2  به سمت کمینه پیش رود

بدون بُعد کردن

43



44

Fisher forecast analysis



Fisher information matrix

مفهوم ماتریس fisher و اهمیت آن:

 

P(x) : exp −
(x − x )2

2σ x
2

⎛

⎝⎜
⎞

⎠⎟

F ≡ −
∂2 log P(x)( )

∂x2
x= x

=
1
σ x
2 → σ x

2 = F−1

 

P(x, y) : exp −
(x − x )2

2σ x
2 −

(y − y )2

2σ y
2

⎛

⎝
⎜

⎞

⎠
⎟

Fxx ≡ −
∂2 log P(x, y)( )

∂x2 x= x
y= y

=
1
σ x
2 Fyy ≡ −

∂2 log P(x, y)( )
∂y2 x= x

y= y

=
1
σ y
2

Fxy = Fyx ≡ −
∂2 log P(x, y)( )

∂x∂y x= x
y= y

= 0 F =

1
σ x
2 0

0 1
σ y
2

⎛

⎝

⎜
⎜
⎜

⎞

⎠

⎟
⎟
⎟
→ F−1 =

σ x
2 0
0 σ y

2

⎛

⎝
⎜

⎞

⎠
⎟
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D : {xi , yi} i = 1,...,N

Θ : {θ j} Y (x;{Θ}) = θk fk (x)
k=1

M

∑

p(Θ | D) = p(D |Θ)p(Θ)
dΘ p(D |Θ)p(Θ)∫

if p(Θ) = cts
p(Θ | D) : p(D |Θ)

p(D |Θ) ≡ Pi =
i=1

N

∏
1
2πσ i

2
exp −

yi −Y (xi;{Θ})[ ]2

2σ i
2

⎛

⎝
⎜

⎞

⎠
⎟

i=1

N

∏

χ 2 ({Θ}) ≡
yi −Y (xi;{Θ})[ ]2

σ i
2

i=1

N

∑ =

yi − θk fk (xi )
k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥

2

σ i
2

i=1

N

∑

p(D |Θ) : e−
χ2 ({Θ})

2

یادآوری



Γ(D |Θ) ≡ P(D |Θ)
PMax (D |Θ*)

= exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟

log(P(D |Θ)) = log(P(D |Θ = ΘBest )) + (θk −θk
Best ) ∂ log(P(D |Θ))

∂θkk=1

M

∑

+
1
2

∂2 log(P(D |Θ))
∂θk∂θl

(θk −θk
Best )(θl −θl

Best ) +Ο(δΘ3) + ...
k ,l

M

∑
47

Γ(D |Θ) ≡ P(D |Θ)
PMax (D |Θ*)

= exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟

log(P(D |Θ)) = log(P(D |Θ = ΘBest )) + (θk −θk
Best ) ∂ log(P(D |Θ))

∂θkk=1

M

∑

+
1
2

∂2 log(P(D |Θ))
∂θk∂θl

(θk −θk
Best )(θl −θl

Best ) +Ο(δΘ3) + ...
k ,l

M

∑
 

D : {xi , yi} i = 1,...,N

Θ : {θ j} Y (x;{Θ}) = θk fk (x)
k=1

M

∑

p(Θ | D) = p(D |Θ)p(Θ)
dΘ p(D |Θ)p(Θ)∫

if p(Θ) = cts
p(Θ | D) : p(D |Θ)

p(D |Θ) ≡ Pi =
i=1

N

∏
1
2πσ i

2
exp −

yi −Y (xi;{Θ})[ ]2

2σ i
2

⎛

⎝
⎜

⎞

⎠
⎟

i=1

N

∏

χ 2 ({Θ}) ≡
yi −Y (xi;{Θ})[ ]2

σ i
2

i=1

N

∑ =

yi − θk fk (xi )
k=1

M

∑⎡

⎣
⎢

⎤

⎦
⎥

2

σ i
2

i=1

N

∑

p(D |Θ) : e−
χ2 ({Θ})

2



 

Γ(D |Θ) = exp −
χ 2 (Θ) − χmin

2⎡⎣ ⎤⎦
2

⎛

⎝
⎜

⎞

⎠
⎟ =

det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

Θ : {θk} k = 1,...,M
δΘ ≡ Θ −ΘBest

χmin
2 = χ 2 (Θ = ΘBest )

Γ(D |Θ) : exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

48

درصورتی که در نظر بگیریم تابع درست نمایی بر حسب پارامترهای آزاد به شکل
Gaussian Multivariate  باشد. در آن صورت خواهیم داشت:



Γ(D |Θ) = det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

Θ : {θk} k = 1,...,M δΘ ≡ Θ −ΘBest χmin
2 = χ 2 (Θ = ΘBest )

δΘT • F[ ]•δΘ = Fkl
l=1

M

∑ δθkδθl
k=1

M

∑

Fkl = −
∂2 log(Γ(D |Θ))

∂θk∂θl
σθi

2 = Fii
−1

σθiθ j

2 = Fij
−1

بنابراین درصورتی که ماتریس Fisher تعیین گردد می توان خطاها و حوزه اعتبار کمیتهای آزاد مدل را مشخص کرد.
پرواضح است که این در چارچوب گوسی گرفتن تابع درست نمایی برای پارامترهای آزاد است.
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به غیر از خطاهای مربوط به هر کمیت آزاد در مدل که عناصر قطری در ماتریس معکوس Fisher هستند. همبستگی ها 
بین دو یا چند کمیت آزاد نیز اهمیت دارد. برای بررسی این موضوع مثلاً فضای دو پارامتری را در نظر می گیریم.

 

Γ(D |Θ) = det[F]
(2π )M

exp −
δΘT • F[ ]•δΘ

2
⎛

⎝⎜
⎞

⎠⎟

δΘT • F[ ]•δΘ = Fkl
l=1

2

∑ δθkδθl
k=1

2

∑

= F11(θ1 −θ1
Best )2 + F22 (θ2 −θ2

Best )2 + 2F12 (θ1 −θ1
Best )(θ2 −θ2

Best )

Γ(D |θ1) = dθ2∫ Γ(D | {θ1,θ2}) : exp −
(θ1 −θ1

Best )2

2
×
(F11F22 − F12F21)

F22

⎛

⎝⎜
⎞

⎠⎟

→ σθ1

2 =
F22

(F11F22 − F12F21)
= F−1( )11 (Marginalization) با کمک بی اثر سازی
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2 (F11)
−1

2 (F−1)11

θ2

θ1

در حالت دیگر در نظر گرفته شده که با تغییر کمیت     
از مقدار بهینه اش بقیه  کمیت ها هم آنقدر تغییر 

کنند تا تابع Likelihood به مقدار بیشینه اش 
برسد.

مقدار مربوط به خطای کمیت     یعنی اگر بقیه 
کمیتهای آزاد مدل در مقدار بهینه اشان ثابت 

باشند.

F =
F11 F12
F21 F22
⎛

⎝⎜
⎞

⎠⎟
=

σθ1

−2 a12
a21 σθ2

−2

⎛

⎝
⎜

⎞

⎠
⎟

F−1 =
1

F11F22 − F12F21( )
F22 −F12
−F21 F11
⎛

⎝⎜
⎞

⎠⎟

θ1

θ1
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ویژگی های ماتریس فیشر
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ویژگی های ماتریس فیشر
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ویژگی های ماتریس فیشر
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2

در واقع معادله یک بیضی گون است که دارای شعاع chi^2است
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جمع بندی
۱)‌ رهیافت بیزی و تکراری

Likelihood ۲)‌ تحلیل
 chi^2 ۳) کمینه کردن

۴) کیفیت برازش
Fisher ۵)‌ تراز تطابق و ماتریس

۶) یافتن مقادیر بهینه کمیت ها به صورت عددی
MCMC ۷) رهیافت

HMC ۸) رهیافت
۹) رهیافت گرادیان

۱۰) تحلیل فیشر 
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